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Bevezetés

A mesterséges neurális hálózatok (Artificial
Neural Networks – ANNs) alkalmazásai napjaink-
ban egyre szélesebb körben jelentkeznek. A mes-
terséges neurális hálózatok ötlete, mûködési elve
az idegsejtekbõl építkezõ, biológiai neurális háló-
zatokból származtatható. Az elsõ neuron modellt
1943-ban publikálta W. S. McCullogh és W. Pitts.
A róluk elnevezett egyszerû neuron a beérkezõ in-
formációkat súlyozva összegzi, és ezt az értéket az
aktivációs függvénnyel vizsgálja. Az utóbbi évek-
ben jelentõs elõrelépések történtek a mesterséges
intelligencia – pl. alakfelismerés, hangfelismerés
– megvalósításában. A „neurális hálózatok“ in-
kább egyfajta modell családot jelentenek, mint
konkrét eljárást. A mesterséges neurális hálóza-
toknak egy nagyon fontos tulajdonsága az, hogy
adaptívak, a problémát nem „programozással",
hanem a példákból, tanulással oldják meg. [4] Az
adatokból nyert információkból képeznek ered-
ményt, melynek elõnye, hogy a megoldáshoz
szükséges köztes információk száma csökkenthe-
tõ. Ennek megfelelõen neurális hálózatot akkor
célszerû alkalmazni, ha a probléma explicit mó-
don nem írható le; ha valamilyen (sejtett) kapcso-
lat áll fenn a bemenõ (input: x) adatok és a kime-
nõ (output: y) adatok között: y=f(x), de az f függ-
vény ismeretlen. A megoldás itt nem az f függ-
vény lesz, hanem egy olyan hálózat, amely hason-
ló kimenõ adatokat szolgál, mint az f függvény,
ugyanolyan bemenõ adatok mellett. A [2] szerint
a neurális hálózatok három legfontosabb tulajdon-
sága:

– a neuronok rendezett topológiájú, összekap-
csolt rendszerébõl áll;

– rendelkezik tanulási algoritmussal;
– rendelkezik a megtanult információ felhasz-

nálását lehetõvé tevõ információ elõhívási algorit-
mussal. 

A rendezett topológiában a rétegekbe szervezett
neuronok között – akár a rétegen belül is – kap-
csolatok vannak. Ezen kapcsolatok segítségével
adódnak át az értékek a neuronok között. 

A neurális hálózatok alkalmazása a térinforma-
tikában nem újdonság hazánkban sem, példa rá
Barsi Á. cikke [1], és az, hogy kisebb modulok-
ként megjelentek a térképészeti szoftverekben is
(pl. Surfer 7). Feladatuk szerint a neurális hálóza-
tok egyik nagy csoportját képezik azon hálózatok,
melyekkel adatok közötti interpolációt hajthatunk
végre. 

A cikkben egy választott hálózattípuson és egy
egyszerû geodéziai példán keresztül megpróbá-
lom bemutatni egy interpolációt végzõ neurális
hálózat elõnyeit, hátrányait. A feladatot lényegé-
ben skalár terek interpolációjára lehet visszavezet-
ni, ahol a skalárokat a z koordináták jelentik. Két
behatárolható területen ismert x, y, z koordinátájú
pontokból kell meghatároznunk tetszõleges vagy
ismert x, y koordinátákhoz tartozó z értékeket. A
meghatározandó z értékek a behatárolt területen
(szelvényben) helyezkednek el.

Kulcsszavak: RBF, mesterséges neurális háló-
zatok, interpoláció.

Az RBF hálozat felépítése

A radiális bázisfüggvény hálózatoknak (Radial
Basis Function networks) egy bemeneti, egy rej-
tett és egy kimeneti rétege van. Az RBF hálózatok
két aktív réteget tartalmaznak, a bemeneti réteget
nem szoktuk aktívnak nevezni. Az elsõ aktív ré-
tegbeli aktiváló függvények (Φk) általában kör-
szimmetrikus függvények, innen kapták nevüket.
Egy hálózatban általában egyfajta körszimmetri-
kus függvényt használnak, de azok paraméterei
neurononként változhatnak. A második aktív ré-
tegbeli elemek a rájuk jutó értékek lineáris kombi-
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nációból képezik a kimeneti értékeket (1). A be-
meneti réteg neuronjainak száma adja meg a be-
meneti halmaz dimenzióját, a kimeneti réteg neu-
ronjainak száma a kimeneti halmaz dimenzióját.
Általános RBF hálózat felépítését az 1. ábra mu-
tatja. 

Egy általános RBF hálózat esetén a kimeneti ér-
tékek a következõképpen alakulnak: 

(1)

(2)

ahol a Φk(x) az aktivációs függvény; xk pedig az
aktivációs függvény középpont paramétere. A
Φk(x) függvényként alkalmazható minden kör-
szimmetrikus nemlineáris függvény, amelyben a
változó a fent látható távolság függvény – az euk-
lideszi távolság: x–xk. A neurális hálózatok-
ban lehetõség van további távolság definíciók
használatára is. Az RBF hálózatokban elterjedt
körszimmetrikus függvény például a multik-
vadratikus (3) vagy az inverz multikvadratikus (4)
függvény, azonban legtöbbször a Gauss függvé-
nyeket (5) alkalmazzák [2]. 

(3)

(4)

(5)

A Gauss függvények esetén egy új meghatáro-
zandó paraméter is jelentkezik, a szélességpara-
méter (σk). A szélességparaméterek megválasztá-
sára Gauss függvények esetén az interpoláció nem
érzékeny, ebbõl adódóan esetleg minden rejtett ré-
tegbeli neuronnak ugyanazt a szélesség paramé-
tert is adhatjuk [2]. Az RBF hálózat kialakításában
alapvetõ fontosságú az aktiváló függvények szá-
mának (a rejtett rétegbeli processzáló elemek) és
azok helyzetének megválasztása. A rejtett rétegtõl
elvárjuk, hogy „helyileg“, azaz egy lehatárolt be-
meneti tartományra legyen aktív [3]: 

Φ → 0 ha x → ∞ (6)
Az aktiváló függvények helyzetét és szélessé-

gét legtöbbször egy klaszterezõ eljárással határoz-
zuk meg. Itt használhatunk algoritmikus eljárást
(például: K-means) vagy akár nem ellenõrzött ta-
nulású eljárásokat (például: versengõ tanulás). 

A K-means algoritmus olyan klaszter-közép-
pontokat határoz meg, ahol a tanító pontok és a
hozzájuk legközelebb esõ klaszter-középpontok
négyzetes távolságainak összege minimális. Vé-
letlenszerûen meghatározunk K klaszter-közép-
pontot, majd az egyes tanítópontokat besoroljuk a
hozzájuk legközelebb esõ klaszterbe. Ezek után az
egyes klaszterekbe sorolt elemek átlagából új
klaszter-középpontokat képezünk, és újra megha-
tározzuk az elemek klaszterbe tartozását. Mindezt
addig folytatjuk, amíg az elemek klaszterba soro-
lása nem változik. 

A nem ellenõrzött tanítást a neurális hálózatok-
ban széleskörûen alkalmazzák. Ilyen eljárás a ver-
sengõ tanulás. A nem ellenõrzött tanítás során
nem állnak rendelkezésünkre az adott bemenethez
tartozó kívánt válaszok [2]. A versengõ tanulás
során a klaszterekbe sorolás egy súlymátrix meg-
határozását jelenti. Az elsõ lépésben a véletlensze-
rûen felvett súlymátrixra kiszámítjuk az egyes ki-
meneti értékeket. A kimeneti értékek alapján kivá-
lasztjuk a legnagyobb értékkel szolgáló elemet, a
gyõztest. A gyõztes elem kiválasztása után hajtjuk
végre a súlymódosítást. A súlymódosítás csak a
gyõztes értéket meghatározó súlyokat érinti (win-
ner-takes-all), és a bemeneti érték felé módosít: 

∆Sk*l(t)=h(xl–Sk*l), (7)
ahol Skl a súlymátrix; xl a bementi vektor; t az ite-
ráció száma; h alkalmasan választott „bátorsági“
tényezõ, értéke 0 és 1 között van; k* a gyõztes e-
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1. ábra. Általános RBF hálózat
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lem indexe. A kezdeti súlymátrix és a szélességi pa-
raméter megválasztásában alkalmazhatunk feltéte-
leket is, pl. szórás és várható érték megadása. A
szélességi paraméterek is változhatnak az iteráció
során, de használhatunk végig állandó paramétere-
ket is. Kellõen nagy számú iteráció után a súlyérté-
kek már csak nagyon kicsit változnak, és egy elõre
megadott súlymódosító értéket vagy iteráció szá-
mot elérve az eljárás befejezõdik. A versengõ tanu-
lás eljárásai a gyõztes kiválasztásban különböznek,
de mindig az aktuális iteráció kimeneti értékeibõl
kerülnek meghatározásra. Legegyszerûbb esetben
kiválasztjuk a legnagyobb értéket: 

k*=max(bk), (8)
ahol bk az egyes elemekhez tartozó kimeneti érték.

A teljes hálózat mûködése két vagy három fõ
lépésre bontható. Jelen alkalmazásban kétlépcsõs
mûködést használok. Az elsõ lépcsõ a hálózat ta-
nítása, vagyis az optimális – vagy annak vélt –
súlymátrix megtalálása, a második a konkrét háló-
zat „használata", mely után megkapjuk a keresett
értékeket. A tanítási fázis nagyságrendekkel szá-
mításigényesebb, mint a hálózat alkalmazása. 

Az alkalmazott hálozat

Az alkalmazott hálózat bemeneti rétegében két
neuron található, mivel a bementi halmaz dimen-
ziója: 2, a kimeneti réteg neuronjainak száma: 1.
Az alkalmazott RBF hálózat felépítését a 2. ábra
mutatja.

A 2. ábrán a bemenõ x, y vektorok (az 1. ábrán
x1 és x2) az adatállomány x, y koordinátáit repre-
zentálják, a kimenõ z vektor (az 1. ábrán o1) a z
koordinátákat. A bemenõ koordináták középpon-

tokhoz való rendelése és a középpontok szélesség-
paraméterének meghatározása nem ellenõrzött ta-
nítású módszerrel (versengõ tanulás) történt. A
maximális iteráció száma 1000 volt, a súlymódo-
sítás minimuma pedig 0,001. A szélesség-paramé-
terek állandóak (valamennyi neuronra 0,707), a
kezdeti súlyokat véletlenszerûen vettem fel. A fel-
ügyelt tanítást a második, kimenõ réteg végzi. A
súlymódosítási módszer (Momentum) kiválasztá-
sa után ez két paraméter meghatározását igényli: a
tanulási aránytényezõét és a momentum együttha-
tóét. A súlymódosítás a következõ összefüggéssel
írható le:

w(k+1)=µ[–∇(k)]+ηw(k) (9)
ahol w(k) a k-adik iteráció súlymátrixa; µ a tanu-
lási aránytényezõ; η a momentum együttható,
amelynek értéke 0 és 1 között van; ∇(k) a gradi-
ens módszerrel meghatározott súlymódosító érték.
A gradiens módszer során a hibafelület minimu-
mát keressük. A szükséges paraméterek megvá-
lasztása (µ: 2,0 ; η: 0,9) után azok állandóak ma-
radtak valamennyi késõbb alkalmazott hálózat
esetén. A µ tanulási aránytényezõ megválasztása
fontos pontja a hálózat kialakításának. Szélsõ es-
tekben: nagy érték esetén a konvergenciát kockáz-
tatjuk; kis érték esetén a hálózat lassú és számítás-
igényes lesz. A paraméterek kiválasztása a minta-
tér segítségével, tapasztalati úton történt. 

A mintaterek

Az elsõ mintatér kiválasztásánál az adathalmaz
„kellõ“ változékonysága volt az elsõdleges szem-
pont. Az egyes interpolációs eljárások használha-
tósága nyilván jobban megmutatkozik egy válto-
zékony felszín esetén. Ezért a Sziklás-hegység
egy kis szelvényébõl indultam ki. A szelvény
31x31, azaz 961 pontot tartalmazott, a pontok
egymástól egy 30 m-es négyzetrács rácspontjain
helyezkednek el. A legalacsonyabb magasságú
pont 2767, a legmagasabb 2922 méter volt, az ér-
tékek (torzítatlan) szórása: 38,1. A mintatérbõl vé-
letlenszerûen kiválasztott 81, 181, 281, 381, 481,
580, 680, 780, 880 pontokat kivéve a halmazból
kaptam a 880, 780, 680, 580, 480, 381, 281, 181,
81 tanítópontot tartalmazó halmazokat. A 880 ta-
nítópontot tartalmazó hálózatokhoz a kiválasztott
81 pontot tesztpontként használjuk fel, ugyanígy a
780 tanítópontot tartalmazó hálózatokhoz a kivá-
lasztott 181 pont lesz a teszt alapja. 

Az x és y koordináták esetén a valós értékeket a
halmazban elõforduló minimum értékkel csök-
kentettem, tehát a mintateret a síkban eltoltam.
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2. ábra. Az alkalmazott RBF hálózat
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Ennek célja a felesleges számítások elkerülése
volt. A hat és hétjegyû síkkoordináták csak a szá-
mítási kapacitást növelik, jelen esetben érdemi je-
lentésük nincs. Nyilván a keresett érték, a magas-
ság tekintetében már nem tehetjük meg, hogy ki-
választjuk a magasság „értékes és optimális“ in-
tervallumát. Alkalmazhatunk durva becslést,
azonban az interpoláció „finomítása", az értékes
régió kihasználása ellentétben van azzal, hogy a
lehetõ legkevesebb feltevést szeretnénk tenni a
feladat megoldása során. A „z“ értékek határok
közé szorításával elveszthetjük a hálózat azon tu-
lajdonságát, hogy esetleg a tanítópontok között
nem található minimumot vagy maximumot elérje
hálózatunk, ami a valóságban is elõfordulhat. Az
RBF hálózatok alkalmazása esetén célszerû min-
dig az értékek valamilyen normalizált alakjával (0
és 1 vagy -1 és 1 közé esõ számokkal) dolgozni.
Ezzel tovább csökkenthetõ a számítási igény, és az
euklideszi távolság definíciójából levezethetõ hi-
bákat is kiküszöbölhetjük. 

Eredmények

A hálózat használata során a számítási igények
tekintetében beigazolódott, hogy a rejtett rétegben
található elemek számának növelése alapvetõen
megnöveli a számítási igényt, míg a 3. ábrán fel-
tüntetett optimum „határt“ (a 3. ábrán kis körök-
kel jelöltem) túllépve a tesztpontok alapján mért
eltérések értéke érdemben nem csökken, sõt rom-
lik [2]. 

A valós és a tesztpontokra kapott „z“ értékek
eltérését a ∆ értékkel jellemezve: 

(10)

ahol n a tesztpontok száma az egyes hálózatok
esetén, így a 3. ábrán látható hibafelületet kapjuk.

A hibákat (∆) a tanítópontok számának (Tpsz.)
és a rejtett rétegbeli neuronok számának (H) függ-
vényében ábrázoltam. Tanítópont-halmazonként
kis körrel jelöltem a legkedvezõbb ∆ értéket adó
hálózatot. Az ábrából azt az alapvetõ trendet fi-
gyelhetjük meg, hogy minél több tanítópontunk
van, annál kisebb lesz a rejtett rétegbeli neuron-
számtól függõ legkedvezõbb ∆ érték. Érdemes
megfigyelni azonban, hogy ez nem mindig igaz
(pl. a 680 és a 780 tanítóponthoz tartozó legked-
vezõbb ∆ értékek: 6,26; 6,53), itt kevesebb adat-

ból kiindulva jobb eredményhez jutunk! Ez azzal
magyarázható, hogy az egyik bemenõ adathalmaz
jobban klaszterizálható. Szintén a klaszterizálás-
sal függ össze egy tanítópont-halmaz rejtett réteg-
beli neuronszámtól függõ, felvett ∆ értékek jelleg-
görbéje. Az ábrán a 880, 780, 680, 580 tanítópont-
halmazhoz tartozó jelleggörbékbõl hasonlóság fi-
gyelhetõ meg.

A 3. ábrán, ahol a tanítópontok száma meg-
egyezik a rejtett rétegben található neuronok szá-
mával, valójában egy lineáris egyenletrendszer
megoldásait keressük, ahol az egyenletek száma
megegyezik az ismeretlenek számával. Ez a meg-
oldás fõleg kevés tanítópont esetén indokolt. Nagy
számú tanítópont esetén, ha minden tanítópont
egyben egy függvényközéppont, akkor a számítá-
si igényt óriásira növelhetjük, tulajdonképpen fe-
leslegesen, ahogy azt nemsokára látjuk. Ilyenkor a
hálózat tanító pontok között végez interpolációt,
úgy, hogy a tanító pontokban pontosan elõállítja a
betanított értéket [2]. 

A rejtett rétegbeli neuronok számának megvá-
lasztására bizonyos becsléseket tehetünk, azonban
általában próbálgatással, tapasztalati úton határoz-
zák meg a feladatra optimális értéket. A rejtett ré-
tegbeli neuronok számának növelésével – egyéb
hálózati paraméter változatlanul hagyásával – a
tanítás számítási igénye gép idõben mérve jelentõ-
sen nõtt, míg a ∆ érték másfélszeresére emelke-
dett. A 880, 780 tanítópontú hálózatokra a számí-
tási igényt (t) és a rejtett rétegbeli neuronok növe-
lésével elért ∆ értékeket az 1. táblázat mutatja. (A
számítási igény a következõ konfiguráció mellett
értendõ, gépidõben: PIII, 900MHz, 128 Mb
RAM)

A 1. táblázatból megfigyelhetjük, hogy a leg-
kedvezõbb ∆ értéket szolgáltató rejtett rétegbeli
neuronok száma mellett a legrosszabbhoz képest a

3. ábra. Hibafelület az elsõ mintatérre
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számítási igény mintegy háromszorosára, illetve
kétszeresére változik. Hozzá kell tenni, hogy a há-
lózatok tanítása után a tesztek lefutása (a hálózat
alkalmazása) mindig 1 másodperc alatt volt!

Felmerül a kérdés, hogy mennyire „jók“ az 1.
táblázatban található ∆ értékek. A kapott ered-
mény nagyságrendileg nem jobb, mint egyes, már
ismert interpolációs eljárások, azonban minden-
képpen „életképesek". A feladatra például
krigeléssel kapott eredményeket megvizsgálva ta-
pasztaljuk, hogy egyes esetekben a neurális háló-
zatokkal kapott értékek kicsivel kedvezõbbek,
azonban ez nem általános, sõt szélsõ esetben a
krigeléssel kapott ∆ érték akár a fele is lehet az
RBF hálózat eredményének. Az RBF hálózatra
kapott értékek a nagy ismeretlenszámú feladat
esetén alakulnak inkább kedvezõbben. Míg példá-
ul a krigelésnél egyértelmûen megfogalmazható
az eljárás [5], ugyanolyan bemenetnél, ugyan-
olyan lesz a kimenet, addig a neurális hálózatok-
nál ez legtöbbször nem igaz, a véletlenszerû kiin-
dulás miatt. 

A hálózat alkalmazása a második mintatéren
(síknak tekinthetõ területen) egy másik tulajdon-
ságra hívja fel figyelmünket. A szelvény 30x30,
azaz 900 pontot tartalmazott, a pontok egymástól
egy 30 m-es négyzetrács rácspontjain helyezked-

nek el. A síknak tekinthetõ mintatér z értékeinek
(torzítatlan) szórása 1,77 volt. Az így vizsgált
RBF hálózatok azt mutatták, hogy a tanítópontok-
nak az egyes középpontokhoz való rendelése jóval
gyorsabb és hatékonyabb. A sík mintatérre alkal-
mazott hálózatok a megadott hibahatárt jóval ha-
marabb érték el. A 3. ábra analógiájára a sík terü-
letre a tanítópontok számának (Tpsz.) és a rejtett
rétegbeli neuronok számának (H) függvényében
ábrázolt ∆ értékeket a 4. ábra mutatja. Tanítópont
csoportonként a legkedvezõbb ∆ értékeket itt is
kis körök jelölik.

A 4. ábrán látható, hogy az igen kedvezõ ∆ ér-

tékek kevés középponthoz tartoznak, szemben az
elõzõ mintatérnél mutatott átlagos 300 középpont
számhoz. A 4. ábrán a 400 rejtett rétegbeli neuron
szám felett már nem ábrázoltam a ∆ értékeket. Az
egyes hálózatoknak a kívánt pontosság mellett
legtöbbször sikerült az értékeket 30-50 közép-
ponthoz hozzárendelni, ami a számítási igényt is
csökkenti. Közel azonos tanítópont és azonos rej-
tett rétegbeli neuron szám mellett a számítási
igény kevesebb, mint hetede, míg a ∆ érték keve-
sebb, mint harmincada az elõzõ (hegyvidéki) min-
tatérben tapasztalt értékeknek. 

A bevezetõben említett behatárolható területrõl
érdemes megemlíteni, hogy az interpoláció a terü-
lettõl csak nagy távolságban (kb. 3000 m) szûnik
meg és alakul síkká. Tapasztalatom szerint ezen
sík magassága a magasság koordináták számtani
átlaga felé közelít. 

Összefoglalás

Az adatok közötti interpoláció megvalósítására
a neurális hálózatok új eszközzel szolgáltak. Az
egyik ilyen kedvezõ tulajdonsággal rendelkezõ
mesterséges neurális hálózat az RBF (Radial Ba-
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Tanítópontok Rejtett rétegbeli t [m:s] ∆
száma neuronok száma (H)
880 100 3:02 8,12
880 200 4:30 6,64
880 300 6:15 6,05
880 400 8:18 7,05
880 500 10:26 8,77
880 600 13:15 8,27
880 700 15:46 8,40
880 800 17:30 8,31
880 880 19:24 10,54
780 100 2:43 7,65
780 200 4:08 6,89
780 300 5:35 6,62
780 400 7:27 6,53
780 500 9:10 7,55
780 600 10:52 7,61
780 700 12:46 7,91
780 780 14:19 9,11

1. táblázat

4. ábra. Hibafelület a második mintatérre
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sis Function). A neurális hálózatok adaptív módon
oldják meg az interpolációs feladatokat is. A háló-
zatok kialakítása során számos eljárási lehetõség
közül választhatunk. A bemutatott tanított hálóza-
tok paramétereinek száma 3*H+3, melybõl 4 pa-
ramétert kell meghatároznunk, a többi az eljárás
során adódik. Az RBF hálózat paramétereinek
megválasztására becsléseket tudunk alkalmazni,
de azok függnek a bemenõ adathalmaztól. A para-
méterezés, iteratívan, tapasztalati úton történt. Két
eltérõ jellegû mintatéren keresztül bemutattam az
RBF hálózat fõbb tulajdonságait. Megfelelõ para-
méterezéssel a hálózatok interpolációs és extrapo-
lációs képessége jó. A szükséges pontossági para-
métereket néha kevesebb tanítóponttal is el lehet
érni, ami a jobb klaszterbesorolás eredménye.
Összességében megfogalmazható, hogy az RBF
neurális hálózat interpolációs képessége alkal-
massá teszi magasság koordináták meghatározá-
sára.
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Using RBF neural network for determining
altitude coordinates

G. Veres
Summary

For performing interpolation among data, neur-
al networks have developed a new tool. A major
feature of Artificial Neural Networks is that they
are adaptive by nature, solving problems not by
using algorithms but through a learning process
using examples. Radial Basis Function is consid-
ered to be one of the artificial neural networks
having such favourable features. It is a character-
istic feature of neural networks to perform tasks of
interpolation in an adaptive way. When setting up
networks you have the possibility to choose from
among several approaches. A major feature of the
said RBF network is that it can determine the pa-
rameters, – namely the centre of location and
spread of the corresponding Gauss function – by
competitive learning. In the hidden layer you can
find Gauss functions from which you can get the
output values by weighting and adding the values
obtained. For selecting the parameters for RBF
network you can use estimation, but the outcome
of such estimations depends, of course, on the in-
put data mass. Parameters are normally deter-
mined by experience, in an iterative way.

So, what I really wanted to do in this short de-
scription was to demonstrate, through two sample
spaces of different feature, the major characteris-
tics of RBF network. By properly selected para-
meters the interpolation and extrapolation capaci-
ties of such networks are considered to be good.
Sometimes the required precision parameters can
be achieved even by a lower number of teaching
points – a result attributable to better clustering.

In summary, it can be concluded that RBF neut-
ral network, by its favourable interpolation capac-
ity, can be applied as a suitable method for deter-
mining altitude coordinates.
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